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Pouzivané skratky

znak ‘ vyznam ‘ definované na strane ‘
NN | neurénova siet (neural network) 1. diel
SV | synapticka vaha 1. diel
FF | dopredné (feed—forward) 1. diel
RC | rekurentna (recurent) 1. diel
BP | metdéda spatného Sirenia chyby
(Error Backpropagation) 1. diel
TSP | problého obchodného cestujiceho
(The Travelling Salesman Problem) 5
wn; | vstup do neurénu "i” 1. diel
x; | aktivacna hodnota neurdénu ”i” 1. diel
ou; | vystupna hodnota neurénu ”i” 1. diel
0; | prah neurénu ”i” 1. diel
J(t) | chybova funkcia 1. diel
ev; | ofakavand hodnota aktivacie neurénu ”i” 1. diel
v | uciaci pomer 1. diel
w;; | hodnota SV smerujtcej od neurénu ”j”
k neurénu ”i” 1. diel
e; chybovy rozdiel e; = ev; — z; 1. diel
0; | chybovy signal pri BP uceni 1. diel
« momentum parameter pri BP momentum uceni 1. diel
A | funkcia susednosti pri Kohonenovych NS 1. diel

— iii —






Rekurentné NN

V nasledujicich kapitolach je poskytnuty prehlad zékladnych metéd
ucenia pre rekurentné NN. Pod rekurentnymi NN (dalej RC NN) roz-
umieme NN, ktoré maju synapsie orientované réznymi smermi. V ta-
kejto struktire, moze byt neurén stcasne vstupny a vystupny. V
terminolégii NN v takom pripade hovorime o dualnom neurodne. V
[15] je poskytnuty zakladny koncepény pohlad o pouzivani RC NN.
Otézka "kedy pouzit RC NN ?” je dost zlozitd. Vo vSeobecnosti sa
dodrziava pravidlo, ze k RC NN siahneme az potom, ak :

e je zrejmé, zZe sme neuspeli s FF NN

alebo
e ¢innost FF NN je neefektivna.

Vo v8eobecnosti mozeme konstatovat , Ze RC NN predstavujia dy-
namicky zlozZitejsi systém ako FF NN. Problémy neurodynamiky si
velmi aktudlne z hladiska GS a konvergencie RC NN. Tak isto ako pri
FF NN rozdelujeme metédy ucenia aplikované na RC NN topoldgie do
dvoch zakladnych skupin:

e kontrolované ucenie na RC NN ( prikladom méze byt Hopfiedova
sief ako simuldcie pamite, BP pre RC NN, BP pre Elmanove RC
NN)

e nekontrolované u¢enie na RC NN ( v tejto oblasti st dominantné
hlavne metédy ucenia ART, ktoré st velmi doélezité v roznych
aplikaciach.
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V ramci RC NN este existuje jedna podskupina c¢iastocne rekuren-
tych sieti (dalej partialy RC NN). U ¢iasto¢ne rekurentnych sieti sa
predpokladé existencia skupin neurénov, ktoré nespliiaji vlastnost re-
kurencie. Specidlne topolégie RC NN navrhli Elman a Jordan. St
urcené vacsinou na spracovanie sekvencnych vzoriek ako celku.
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Kontrolované ucenie na RC
NN

Je zrejmé, ze pod kontrolovanym ucenim rozumieme proces, kedy pont-
kame na vstup NN nejaké vzorky a k nim prislusné vysledky ocakavame
na vystupe. Ocakavany vystup sa moze rovnat vstupu, hlavne ked ide o
simulaciu paméte. Na rozdiel od nekontrolovaného ucenia BP, nam tu
ide o vystup, kym v spominanom BP pristupe nas zaujimali vysledky
na skrytej vrstve.

2.1 Hopfieldove siete

Hopfieldove siete (dalej HS)predstavuju najednoduchsiu verziu archi-
tektary RC NN. Je potrebné pripomeniut, ze tato sief sa skladd z du-
alnych neurénov (vid obrazok 2.1). Dalej je potrebné si uvedomit, Ze
v pripade HS ide o asynchrénnu ¢innost celej HS, teda jednotlivé ne-
urény menia svoje stavy asynchrénne. TiezZ je nutné poznamenat, Ze
zmeny SV sa realizuju podla Hebbovbo pravidla. Vyuzitie takejto siete
mdZe byt napr. pri simulécii asociativnej pamiite. Teda HS budeme udit
nejaké vzorky si uchovat a potom po nauceni takejto siete ak dame na
vstup nejaku vzorku, oCakavame, aby na vystupe bola ta ista, tj. HS
ju mala v paméti. Cely proces teda mozeme rozdelit do dvoch faz a to

e ucenie ( zmena SV)

e testovanie
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Vstup do jednotlivych neurdnov je vstup z externého sveta a vstup
z ostatnych neurénov.

Obr. 2.1: Jednoducha Hopfieldova siet so 6 neurénmi

N
j=18&j#i
kde
[l<t) = 27’Le¢t(t) —‘—(91 (22)
adaptacné pravidlo je Hebbovho typu teda sa priamo prenasa aj na
stavy jednotlivych neurénov, o ktorych mozeme napisat, Ze

+1  ak ini(t)>T
r(t+1) = -1 ak in(t) <T (2.3)
z;(t) inak
teda v kone¢nom dosledku sa prejavi samotné rozsirené Hebbovo pra-
vidlo, ktoré hovori, ze SV sa zosilni, ak pred- a postsynapticky neuron
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st rovnakého znamienka a sa zoslabi, ak st rozneho znamienka. Tedal
Po nauceni p — pruokov ma SV tvar

[N el ak i #
Wi = { 0 inak (2:5)

Po urcitej dobe dojde k GS HS. Ak budeme predpokladat symetrické
SV teda w;; = wj; a ak si zvolime Ljapunovovu funkciu pre energie

HS v tvare )
i 7 i

ak chceme aby HS nasla svoju GS tak AE musi byt zaporna a
prejavovat klesajuci charakter, ¢o sa da aj dokazat vid [5]. Problémom
HS je malé mnozstvo uchovatelnych vzoriek. Jedné sa zhruba o 0.15N
vzoriek zo vSetkych moznych vzoriek.

2.1.1 Problém obchodného cestujiceho (TSP)

Majme dantt mnozinu n miest a vzdialenost d; ; pre vSetky dvojice miest
1, 7. Potrebujeme zistit, v akom poradi ma obchodny cestujtci precha-
dzaf mesta tak, aby sa vratil do mesta, z ktorého vyrazil a zaroven
kazdé mesto na trase navstivil prave jedenkrat. Podmienkou vsak je,
ze vzdialenost, ktorta precestoval, je najkratSia mozna. RieSenie tohto
problému je pripustné, ak si splnené nasledujice obmedzenia :

e obchodny cestujuci prechadza kazdym mestom prave jedenkrat,

e jeho cesta v grafe tvori cyklus.

Pripustnost riesenia je teda dana najdenim hamiltonovskej kruznice
a mieru optimality rieSenia popisuje stcet vzdialenosti medzi mestami
na hamiltonovskej kruznici.

Neurdénova siet, ktora tento problém riesi, musi vyjadrif pre dané
mesto, ktoré mesto mu predchéddza a ktoré mesto za nim nasleduje.
Toto je vyjadritelné v sieti s n? neurénmi pri maticovom usporiadani
uvedenom na obr. 2.2
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Zastavky

Obr. 2.2: Navrh neurénovej siete pre TSP pri n = 4. Kvoli prehladnosti
nie st zakreslené prepojenia neurénov. RieSenie je zobrazené pomocou
¢iar. RieSenim je postupnost miest 4-2-1-3, pripadne jej cyklicka pre-
mutacia.

Je zrejmé, Ze usporiadanie v tomto tvare pomaha pri pochopeni
rieSenia, inak je nepodstatné. Vztah pre energiu siete je mozné upravit
pomocou zavedenia dvoch indexov pre jeden neurén. Jedna sa len o
technickt upravu vzfahu, vyznam zostane nezmeneny.

Teraz sformulujeme tito tlohu pomocou novej sustavy dvojstavo-
vych premennych tak, aby hladanie pripustného rieSenia mohlo byt
vyjadrené ako minimalizacia funkcie tychto novych premennych. Zade-
finujme maticu M typu n x n s prvkami M;;, ktoré nadobtidaji hodnoty
0 alebo 1, pre 4,5 €< 1,n >. M;; = 1 vtedy, ked obchodny cestujtci
prechéddza mestom ¢ v j-tom kroku. V opa¢nom pripade M;; = 0. V
podstate hodnoty M;; st ekvivalentom hodnotam neurénov z;;. Pri-
pustnému rieseniu poévodnej ulohy teraz zodpoveda stav matice, ktory

IPozor tu ide o Aw a nie w !!!
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sa da popisat nasledovne :

e v kazdom riadku je najviac jedna jednicka, tj. pre x-te mesto plati
M:chxl =0, ak J 7£ la

e v kazdom stlpci je najviac jedna jednicka, tj. pre x-ty krok ob-
chodného cestujuceho plati M;,M;, = 0, ak i # k,

e v matici je prave n jedniciek, tj. 32 2% My; = n,

e sucet vzdialenosti medzi mestami je urceny maticou vzdialenosti,
pri¢om celkova dizka cesty je % D0 Dhti 2oy My (M 1+ My 11)

Teraz vytvorime funkcie F,, E,, E. a E4, ktoré nadobiudaji mini-

malne hodnoty pri splneni predchadzajicich podmienok. Funkcie st
vytvarané na zaklade vztahov uvedenych v tychto podmienkéch.

A o non
Ea = §ZZZM1*]M:L‘I (27)

v U
B
i T qFk

E= SO0 My - ) (2.9

Fi=5y 2D My Moy + Migst) (210

Vo vztahoch (2.7) - (2.10) A, B, C a D st voliteIné parametre. Takze

rieSenie je optimalne, ak £/ = E, + E, + E. + E; nadobtda svoje mini-

mum. Na tomto mieste je vhodné pripomentt si, ako vyzera energeticka

funkcia pre diskrétny model Hopfieldovej siete pri maticovom ocislovani
neurénov:

Ehop = ) Z Z Z Z Tij MMy + + Z Z 0;;M;; (2.11)
FEr e

)
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Prepisanim (2.7),(2.8),(2.9) a (2.10) na tvar energetickej funkcie
(2.11) dosiahneme to, Ze tvar "nasej” funkcie £ bude ekvivalentny tvaru
funkcie FEj,,, ktora sa pocas konvergencie siete minimalizuje (zédkladna
vlastnost Hopfieldovej siete). Po tomto prepisani nam teda bude stacit
porovnat vysledky s (2.11) a Tahko vypocitame nastavenie vah a pra-
hov. Nasledujtice upravy spocivaju v zavedeni symbolu Croneckerovo
delta, tj. d;; = 1, ak i = j, inak 6;; = 0, ¢o ndm umozni doplnit do
niektorych vyrazov dalsSie sumy.

Z (2.7) vyplyva

Zi:dzk(l — 0j0) M My (2.12)

Vyraz 6;,(1 — ¢;) je rovny

Bo= =53 3303 —Afu(l— ;)M My (2.13)
i k1

Analogicky z (2.8) dostaneme

T} o = —Boj(1 — &) (2.15)
Z (2.9) dostaneme

iiiiMijl - QWiiMz‘j +n?) (2.16)

i g i g

Po prenasobeni vyrazu v zatvorke vyrazom % dostaneme

1 n n n n n n O
5 Z Z Z Z —CMZ'ijl + Z Z —Cnl\/[ij -+ 5712 (217)
k1

i g i g

Pretoze posledny ¢len %nQ nezmeni polohu minima vyssie uvedene;j fun-

kcie E., zanedbame ho a dostavame
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Zo (2.10) vyplyva

n n

D n n n n
_Ezzzd Mky iy-11t 5 Zzzd Mky zy+1) (2-19)
kY kY

) %

pricom plati, ze d;; = 0, ak ¢ = k. Zavedenim Croneckerovho symbolu
01 a nahradenim indexu y indexom [ vo vyraze pre E; dostavame

n

Z DD drib MM, 1+
PR

7

Z Z Z Z dkiélkalMi,x_i_l
i T k1
(2.20)
Ed = 0, ak [ 7é Z.
Polozime j = x — 1 v prvej casti vyrazu a j = z + 1 v druhej casti a
dostaneme

D n n n n
) DD DD (dkibr i i MM + dgidy ;-1 M My;) (2.21)
i j ko
1 n n n n
Y Z Z ; ; —Ddyi (61,511 + dpidrj—1) MM (2.22)
i

T = —Ddyi(8rj1 + 01j-1) (2.23)

Takze nakoniec pre nastavenie vah prepojeni v sieti medzi neurénmi
x;; a xp bude platit

Tijrr =T + Tg wt T+ ﬂj’,kz (2.24)

T‘zg Kl — Adm(l - 5][) Bdﬂ(l - 5zk) —C - dei(517j+1557j_1) (225)

Po odvodeni vyssie uvedenych vztahov mozeme uviest nasledujuci al-
goritmus:
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ALGORITMUS pre TSP:

Krok 1. Priradenie vah prepojeniam
Tijw = —Adi(1 — 051) — Béj(1 — 0i,) — C — D (61,541 + 01,5-1)
pre 1 <i,5,k, 1 <n,
- A,B,C,D st zvolené parametre siete (st menitelné),

Krok 2. Inicializacia

M”(O) = T;j, pre 1< Z,j < n,

V tejto formule M;;(t) je vystup vrcholu ,ij“ v ¢ase t = 0 a x;; je
nadhodna premennd, ktord nadobtida hodnotu 0 alebo 1.

Krok 3. Iteracia pokial siet neskovergovala

Mi;(t + 1) = gn[>5=1 21 Tija- M (2)]

pre 1 <i,5 <n.

Krok kondi, ak siet skonvergovala, tj. jej stav sa uz nemeni. Tu moze
dojst k zacykleniu siete.

Krok 4. Opakovanie od kroku 2.

Ak doslo k zacykleniu siete, je potrebny novy vypocet zac¢inajuici
nastavenim novych pociato¢nych hodndt siete. Tiez je mozné zmenift
parametre siete a nastavif nové vahy, tj. zacat krokom 1.

2.2 Metoda spidtného Sirenia chyby (BP) na RC
NN

Zovseobecnenie metédy BP na RC NN bolo prvykrat prezentované v
[16]. Logika celého procesu BP je velmi podobna ako pre FF NN. Pri
RC NN naés v8ak do velkej miery zaujima dynamika ¢innosti RC NN z
dovodu existencie rekurentnych synapsii. Teda uz pri Sireni signalu sa
musia vytvarat podmienky GS a aZz potom sa mdze Sirif spif samotné
chyba. Pod dynamikou NN systému budeme rozumief nejaka funkciu
D(x(t)), kde z(t) je stav neurénu v case t, teda

D(a(t)) = a‘”g(tt) (2.26)

Teda v pripade metédy BP na RC NN musime hladat také adap-
tacné pravidlo zmeny SV, ktoré :
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e bude minimalizovat chybu v zmysle BP pristupu

e bude mat podmienky na dosiahnutie stavu stability v bode z*(t)
kedy je D(z*(t)) = 0.

Teda hlavnym rozdielom medzi BP na RC NN a FF NN je prob-
lém neurodynamiky. RC NN musi vykazovat stabilné vlastnosti pri §i-
reni signalu dopredu ako aj pri spidtnom Sireni chyby. Inak moézu
vzniknit nekontrolovatelné procesy a cely systém bude nefunkény.
Je zrejmé, ze exaktny popis modelu neurénu a jeho dynamiky bude
mat vyznam pri Stidiu dynamiky celého systému. V literattre tykaja-
cej sa NN sa pouziva tzv. Ressistance-Capacity model neurénu ako
vychodisko pre popis RC NN vid obrazok 2.3.

x O— w I :zdrojpnidu:

Obr. 2.3: Ressistance-Capacity model neurénu

Ak tento model budeme povazovat za jednoduchy elektricky obvod,
potom v bode V bude platit Kirchhoffov zédkon o sucte prudov. Tento
model mé aj svoju analdgiu v biologickych systémoch, kde

30 39

e w;; vodivost medzi neurénmi ”i” a ”j

e 1;(t) priemerny potencial neurénov na zéklade vstupu a vystupu
z neurénov
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99299
1

e R; odpor neurénovej membrany neurénu

39

e (; kapacita neurénovej membrany neurénu ”i
239

e f(in;(t)) je prahova funkcia neurénu ”i

Teda potom podla Kirchoffovho zdkona dostaneme :

0z;(t) T
kde z;(t) = f(ini(t)). Tato rovnica vlastne determinuje podmienky
rovnovahy v neuréne, t.j. D(z;(t)) = 0 na uvedenom modeli neurénu.
Rovnicu (2.27) je mozné upravit do tvaru (vyuzijeme fyzikélne zdkony)
a.ﬁL’i
J

kde 7 je funkcia R,C. Este raz je potrebné zdoraznif, ze (2.28)
predstavuje podmienky takej zmeny stavu neurénu z;, aby doslo k GS.
Riesenim tejto diferencialnej rovnice je bod stability =*(t) v stavovom
priestore. Ak sa teraz vratime k realnej topoldgii RC NN na obr. 2.4,
tak celkovo mozeme vyjadrit vstup do Tubovolného neurénu ako

ini(t) = Zwijouj(t) + I (2.29)

kde I; je vstup do neurénu z externého sveta (6;, samotny vstup). Dalej
mozeme definovat chybovy rozdiel ( pri predpoklade identickej vystup-
nej funkcie x;(t) = ou;(t) ) ako

o [ (ev(t) — xi(t)) pre vstupn neurn
ei(t) = { . i (2.30)

kde % (t) je spominany stav vystupného neurénu ”i” pri dosiahnuti

rovnovazneho stavu a ev;(t) je o¢akavana hodnota neurénu v zmysle
kontrolovaného ucenia. Teda, ako u klasickej metédy BP deklarujeme
chybovt funkciu v tvare

J(t) = égkjek(t)? (2.31)
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Obr. 2.4: Topolégia RC NN

kde k sa meni od 1 po pocet neurénov vo vystupnej vrstve. V ko-
necnom doésledku dostaneme vsSeobecny vyraz pre adaptacné pravidlo

N Q 7 .0

pre spojenie medzi fubovolnymi ”s” a ”r” neurénmi:

)
7(9wrs

Aw,, = (2.32)

2.2.1 Odvodenie adaptacného pravidla

Ak chceme pravidlo exaktne vyjadrit, mozeme urobit nasledovné kroky:

1. mozeme vyjadrit, ze

0.J(t) Olevi(t) — (1)) Oy (t)
w7 zk: Ows “ zk: Bu,, 23
teda o (1)
. l‘k
Aw,s = 7e; zk: .. (2.34)

, ‘ , . , o« oxy
tymto sa nas problém zuzil na vypocet 5~

s
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2. vieme, Ze vSeobecne mozeme napisat
zi(t) = f(ini(t)) (2.35)

kde
J

z toho ale vyplyva, ze

ox;(t) Oxl(t) Oin(t)

= 2.37
OW,s Jin;(t) Ow,s ( )
3. prvy ¢len rovnice (2.37) z pravej strany je zrejmy lebo
¢ = i(t 2.38
S = i) (2.38)
4. druhy ¢len v (2.37), mdézeme pomocou (2.36) upravit:
= *(t T 2.
0w, zj: {awrs xj( ) + Wi OWrs (2.39)

kde prvy ¢len pravej strany, vzhladom na to, Ze SV st od seba ne-
zévislé, mozeme vyjadrif pomocou indexovej funkcie CV\]||]VIE — [1TU
v tvare 0;;

awi]’

S = Ol (2.40)

kde potom }; d;, pre j = s je rovné 1 a pre vSetky ostatné je 0.
Vztah (2.39) mozeme prepisat do tvaru

iny(t) aa:i(a 1)

J o

rs
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5. teraz mozeme pomocou indexovej funkcie ¢;; napisat

Owi(t) _ Zéija;i(w (2.42)

J

OW,s

Ak je zrejmé ze z; = f(in;), tak mdzeme pomocou predchadza-
jaceho vzorca napisat, ze
i(t)_ Oxi(t) dini(t)

ox
27 — 24
%:5” OW,s Jin;(t) Ow,s (2.43)

Prava stranu tejto rovnice moZeme prepisat za pomoci (2.38) a
(2.41) do tvaru

0wy 0wy

Zéij 055 (0) = f(in(t)) {5@'7‘1': + Zwij ax;‘(t)} (2.44)

po tprave tohto vzorca dostaneme nasledovny vyraz

7 > Wi
kde teda mozeme skratene napisat
ox(t) . .

Ej: Li; al]Urs = Oirf (ini(t))z3(1) (2.46)
kdei = 1,...,N. Odtial potom mézeme prejst k vektorovému
vyjadreniu pomocou vektorov L a x* a to nasledovne

o1 f :(Zn1>
52rf (Zn2>

ox*(t) .

L = ot 2.47
o . B ean
onef /(inN)
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z (2.47) mozeme vyjadrit 85:;(‘? :
o1 f :(”h)
o f (2712)
ox*(t) -1 .
= (L ot 2.4
=@y g (4)
onrf /(inN)

Teraz ked sa vratime ku skaldrnemu vyjadreniu pre "k”-ty riadok
dostaneme nasledovny vyraz

O (1)

Ow,

/

= (L) (ine(t))23(t) (2.49)

kde (L;,!) je kr-ty element v inverznej matici. Teda kone¢ne mo-
zeme napisat pomocou (2.34), ze

Auwpy = 7Y elLi))f (i (6)a3 (1) (2.50)

Vztah (2.50) moézeme prezentovat v obvyklom zapise pre BP v

tvare®

Aw,s = 76,2%(t) (2.51)
kde
6 = f(in,) > e(Lh),, (2.52)
k

Nevyhodou vyrazu (2.51) je, Ze vyzaduje vypocet (L)™', ¢o je
globéalna a nie lokalna operacia. Toto je mozné vyrieSit nasledovnym
postupom

1. vo vztahu (2.52) zavedieme substittciu teda
or = [ (in(t)y; () (2:53)
kde je zrejmé, ze y*(t) je vlastne (z (2.30))

yr(t) = Dol (2.54)

k

3Pozor na rozdiel medzi indexovou funkciou §;; a chybovym signdlom 4,
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2. teraz ked vzorec (2.54) upravime, resp. ho rozpiSeme a vyberieme
z neho sadu rovnic po elimindcii (L™!), tak potom dostaneme e; :

ei (t) = ZLriy:(t) (2.55)

Ak zo vztahu (2.45) vyberieme ¢ast pre L, tak potom

/

e ()= S {6 — Flm@uwly)  (256)

3. ale vieme, Ze

> 0yr(t) = () (2.57)
a teda vztah (2.56) mdzeme prepisat do tvaru

e = () — o f (ine(t)weay; (t) (2.58)

7 .0 3N

Ak zamenime index ”r” za ”j”, mdZeme dostat po tprave tvar

0= — 50 + X SmOhw() + elt)  (259)

4. ak predpokladame, 7e skutoc¢ne y}(t) je bodom stability? tak po-

tom musi platit wilt) — 0, resp. potom

ot
yi(t)
ot

= =) + X Fnpwy(t) + elt)  (260)

Rovnica (2.60) vyjadruje neurodynamiku systému, a preto tam je y;(t)
a nie ako v rovnici (2.59) yF(t).

Teda ak rovnica (2.28) vyjadrovala formu dopredného Sirenia cez sy-
napsie wy; tak vztah (2.60) vyjadruje dynamiku spétného Sirenia chyby
po synapsii wj;. Ak porovname tieto vztahy, tak zistime, Ze wy; bol na-
hradeny vo vzfahu (2.60) vyrazom f (in;(t))w;;. Teda celkovy postup
mozeme zhrnit do nasledovnych bodov:

4y*(t) je odvodeny od x}(t) cez vztah (2.54)
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e pre vstup do NN je nutné urcit jednotlivé 6; a potom stabilizovat
RC NN v zmysle (2.28) vypoc¢tom pevnych bodov x*(t)

e vypocitame chybovy signal e; podla (2.30)

e vypocitat zo vzfahu (2.60) pevny bod y*(t) pre stabilné spétné
Sirenie chyby

e potom na zaklade (2.51) a (2.53) vypoc¢itame nové hodnoty zmien
SV Aw,,.

Z hladiska porovnania autor v [5] komentuje zvySenie G¢innosti
ucenia a skratenie casu pri pouziti RC NN. Na druhej strane BP na
RC NN je citlivejsi na zmenu parametrov samotného ucenia ~.



3 —

Nekontrolované ucenie na
RC NN

Skupina metdd, ktoré charakterizuju nekontrolované ucenie na RC NN;,
predstavuju tzv. pristup typu ” Adaptive Ressonance Theory” (dale;
ART)!. Vo vSeobecnosti ich mdézeme charakterizovat ako metédy s cie-
Tom zhlukovania dat. Tento pristup bol ovplyvneny samotnym konku-
ren¢nym ucenim a impulzom vyplyvajicim zo sledovania biologickych
systémov. Problémom zostava neexistencia dokazu GS pri konkurenc-
nom uéeni, ¢o moze spdsobif problémy v oblasti stability. Urcitym vy-
chodiskom je rieSenie problému postupnou redukciou uciaceho para-
metra na — 0. Potom urcite nastane GS, ale na druhej strane NN
nebude tak adaptivna®, teda nebude vedief reagovat na nové typy
dat. Tento problém prvykrat zdéradnil Stefan Grossberg a nazval to
dilema stability-plasticity.

A prave pristup ART, kde ressonance znamena stlad medzi vstu-
pom a doteraz uz identifikovanymi zhlukmi, sa pokasa problém nejako
vyrieSit. Niekedy v literatire sa stretavame s privlastkom u tychto me-
tod stabilné metody konkurencéného ucenia. Boli vyvinuté ART1 pre
binarne vstupy, dalej analégové verzia ART2 ako aj dalSia verzia ART-
MAP, ktoré predstavuje kontrolované ucenie typu ART.

LV NN literattre sa nazyvaju aj Cluster discovery networks
2plastickéa

— 19 —
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3.1 Teoreticky popis metéd Adaptive Resonance
Theory (ART)

3.1.1 Uvod do ART

Vyraznou ¢rtou Iudskej pamiiti je jej schopnost ucit sa nové veci bez
toho, aby zabudala predtym nadobudnuté vedomosti. Bolo by velmi
vyhodné, ak by sa podarilo vytvorif umelé neurénové siete s podob-
nymi vlastnostami. Ale vicSina dosial pouzivanych neurénovych sieti
tuto schopnost nemé a skor mé sklon zabudat staré znalosti v pri-
pade, Ze sa poktsame doplnit nejaké znalosti nové.Napriklad, ak sme
siet typu FF NN s uéiacim algoritmom backpropagation na-
uéili 10 veci a chceme doplnit jednu nov1, siet musi byt tré-
novana odznova pouzitim vSetkych 11 vzoriek. Tento prob-
lém je potrebné riesit, v pripade, Ze chceme vytvorit systém
schopny autonémne sa prisposobit nedakanym zmenim von-
kajSieho prostredia v realnom case. Ukazalo sa, ze systém vyho-
vujuci pre dany problém by mal optimélne rieSit spominant dilemu
stability a plasticity.
Vlastnosti stability a plasticity mozu byt definované takto:

Plasticita: Systém v priebehu ucenia generuje rozpoznavacie kédy ako
odozvu na postupnost vstupnych vzoriek z okolitého prostredia.
Pritom sa postupne vytvaraju takzvané vzorky kritickych ¢rt, ¢o
znamena, ze kazdy rozpoznavaci kéd si poneché len tie ¢rty, ktoré
ho odlisuju od kédov ostatnych tried.

Stabilita: V priebehu ucenia sa vytvaraju stabilné stavy, ktoré zabez-
pecuju priamu odozvu na uz znamu vzorku, pricom sa vnatorne
rozhoduje o tom, ¢i sa pre prezentovanu vzorku vytvori nova ka-
tegodria, alebo ¢i bude iba upraveny kdéd niektorej uz existujtce;j
kategorie.

Potom dilema stability a plasticity mézZe byt popisand sériou otéazok:

e Ako zabezpecit, aby systém zostal dostato¢ne adaptivny (plas-
ticky) v odozve na vyrazne nova vstupnu vzorku, a pritom bol
nemenny (stabilny) v pripade, Ze vstup je nedolezity ?
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e Ako ma systém vediet, kedy sa méa prepnuf do stabilného a kedy
do plastického mddu, tzn. ako dosiahnuf stabilitu bez neflexibil-
nosti a plasticitu bez vzniku chaosu v systéme ?

e Ako zaistif, aby si systém zachoval skor naucené vedomosti a
zaroven sa ucil nové veci ?

Nézov ART suvisi so sposobom, akym v sieti prebieha ucenie a hla-
danie vitaza. Vstupnd informécia osciluje vo forme vystupnych hodnot
medzi dvomi vrstvami neurénov, az dokial sa nedosiahne rezonancia.
V tom momente nastava ucenie, ¢ize adaptacia vah. Rezonancia moze
nastat dvoma roznymi spdsobmi, a to v pripade, Ze sief uz v minulosti
spracovavala takiu isti alebo velmi podobni vzorku, vtedy rezonan-
cia nastava okamzite; alebo v pripade, ze vstupna vzorka je odlisna od
vSetkych predoslych, sptusta sa proces prehladdvania naucenych kédov a
porovnéva sa ich podobnost s prezentovanou vzorkou, pri¢om je defino-
vana urcita prahova hodnota, ktora urcuje minimalnu pripustni podob-
nost vitaznej triedy. Ak tento prah nespliia Ziadna z uz znamych tried,
systém vytvori triedu nov1, identicka s prezentovanou vzorkou. Takto
sa zéaroven dosahuje stabilita (sief rezonuje v pripade znameho vstupu)
aj plasticita (zachovanie schopnosti ucit sa nové nezname vzorky).

3.1.2 Siete triedy ART pre spracovanie binarnych dat

Tedria sieti ART bola pévodne vypracovana iba pre binarne data. Prva
z tejto triedy sieti sa dnes nazyva ART1 a sltzi pre nekontrolované uce-
nie. Jej rozsirena modifikacia pre kontrolované ucenie sa nazyva ART-
MAP a umoziuje kontrolované ucenie klasifika¢nych tried s moznostou
zovseobecnenia v mnozine vzoriek ako aj v mnozine tried. Uvedenymi
dvoma typmi sieti sa zaoberé nasledujuca cast.

3.1.3 Strukttra a dynamika sieti ART1

Zakladna architektura sieti ART1 je tvorena tromi skupinami neurénov
(vid Obr. 3.1):

1. Vstupna vrstva (oznacovand Fp) slizi iba na zaznamenanie hod-
not vstupnej vzorky.
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2. Porovnavacia vrstva (oznacovana Fi), v ktorej sa zistuje, ¢i je
vitfazna kategoéria dostatocne podobné vstupnej vzorke.

3. Rozpoznavacia vrstva (oznacovana F;), aktivicia neurénov ktorej
urcuje vitaznu triedu v danom kroku hladania.

Vrstvy F) a Fy tvoria tzv. kratkodobt pamét (STM - short term me-
mory), pretoze sa v nich uchovavaju informécie tykajice sa iba jedne;
prezentacie vzoriek, zatial ¢o linky spajajuce tieto dve vrstvy tplnym
obojsmernym prepojenim, tvoria dlhodobt pamit (LTM - long term
memory), kedZe uchovavaju informécie o vSetkych doteraz naucenych
kategoriach. Medzi vrstvami Fi a F, osciluju signaly vyvolané prezenta-
ciou vzorky na vstupe, a v pripade, ze porovnavacia vrstva vyhodnoti,
Ze odozva rozpoznavacej vrstvy reprezentuje prezentovanu vzorku do-
statoCne, nastava rezonancny stav a nasledne adaptacia liniek medzi
vitaznym rozpoznavacim neurénom a vSetkymi neurénmi v komparac-
nej vrstve Fj.

Okrem tychto troch vrstiev neurénov (Fy, F; a F») siet obsahuje
niekolko dalsich $pecidlnych neurénov sliziacich k riadeniu jej ¢innosti.
Neurény Ziskl a Zisk2 sltizia vyluéne k synchronizacii siete. Ich tilohou
je rozhodovat, kedy sa mozu aktivovat vrstvy F; a Fy. Riadiaci neurén
Reset méa tlohu definovant priamo v algoritme ucenia siete. Tento ne-
urén rozhoduje na zaklade porovnania vstupnej a komparacnej vrstvy
o tom, ¢ najdend vitaznéa kategéria v rozpoznavacej vrstve splia de-
finované kritéria. V pripade, ze kritérium podobnosti splnené nebolo,
signél z tohto neurénu zmrazi aktudlneho vitaza vo vrstve F, na cely
zvySok prezentécie danej vzorky, ¢im umozni pokracovat v hladani lep-
Sej triedy, pripadne vytvorit triedu novt.

Na obrazku st informac¢né linky oznacené bielymi a riadiace linky
Ciernymi Sipkami. Kazda Cierna Ciara, aj ked to na obrazku nie je vy-
znacené, predstavuje linky od vsSetkych, resp. ku vSetkym neurénom
vrstvy, z alebo do ktorej smeruje.

Zéakladnou bazou, na ktorej su siete ART postavené, je konkuren¢né
ucenie (competitive learning), ktoré sa uskutociiuje medzi vrstvami F}
a Fy. Neurdny vrstvy F5 maji okrem vstupov z vrstvy F) aj zaporné
prepojenia medzi sebou a kladnti spatnii vdzbu na seba samych, ¢o spo-
sobi, ze neurdn, ktory ma najvicsiu hodnotu aktivacie potlaca aktivaciu
neurénov ostatnych, az kym sa po niekolkych propagaciach aktivacia
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Obr. 3.1: Architektiira neurénov
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vSetkych ostatnych neurénov neustali na nule. Linky vedice k vifaz-
nému neurénu sa potom nastavia na takt hodnotu, ze pri opakovanej

.....

vanie sa siete sa nazyva tiez vitaz berie vSetko (winner takes all)

Uciaci cyklus sa zacina spracovanim vstupnej vzorky vo vrstve Fj.
Neurén Ziskl v dalsiom kroku zabezpedi, Ze vzorka sa nezmenené do-
stane do porovnavaciej vrstvy. Tento neurén ma jednotkovii hodnotu
na vystupe iba v pripade, Ze na vstupe je nenulova hodnota a zaroven
nie je aktivovany ani jeden neurén vo vrstve Fy. A kedZe neurdny vo
vrstve F} sa aktivuja podla tzv. Pravidla 2/3 , ktoré vravi ze neurén
je aktivny prave vtedy, ak st aktivne dva z jeho troch vstupov (Ziskl
, Fo, F3), za daného stavu (vrstva Fy neaktivna, Zisk! aktivny, vrstva
Fy obsahuje vstup) sa vstup nezmeneny skopiruje do vrstvy F.

Vrstva Fi je v smere zdola nahor plne prepojena s vrstvou Fj. Ty-
mito prepojmi je vzorka propagovana dalej k porovnavacim neurénom.
A prave tu nastava konkurencné ucenie, takze sa najde prave jeden
vifazny neurdn, ktorého vystupnd hodnota sa nastavi na 1, vystupné
hodnoty ostatnych sa vynuluj.

Tymto bola predbezne uréené trieda, o ktorej siet , predpoklada‘, ze
by do nej mala byt zatriedena prezentovana vzorka. Cize, ak mame vo
vrstve Fy M neurdénov, neaktivnych bude prave M —1 z nich, a aktivny
bude iba jediny vifaz. Tato aktivacna vzorka je spitne propagovana cez
linky spéajajice vrstvy Fy a Fy zhora nadol.

V tomto momente je uz ale vystupna hodnota neurénu ZiskI nulova,
kedZe vo vrstve F; je uz jeden neurdén aktivny. Takze vo vrstve F; budua
teraz aktivované iba tie neurdny, ktoré ziskali pozitivny signal zaroven
od im zodpovedajticeho vstupného neurénu, ako aj od vifaza vo vrstve
.

Na zaciatku ucenia st vahy vsetkych liniek inicializované na hod-
notu 1. To znamena, ze ak v rozpoznavacej vrstve vyhral predtym
nepouzity neurdn, v porovnavaciej vrstve sa opif objavi nezmenend
vstupna vzorka.

V pripade, Ze vitaz F5 je uz naudeny na klasifikiciu nejakej inej
vzorky, st vahy niektorych od neho vedtucich liniek nulové, ¢o zna-
mena, ze zodpovedajice neurény vo vrstve I sa neaktivuju, aj ked zo
vstupu k nim prichadza jednotkovy signal. Z toho vyplyva, Ze vektor re-
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prezentovany porovnavacou vrstvou tvori vzdy podmnozinu vstupného
vektora.

Teraz musi sief rozhodnit o tom, ¢ predpokladané trieda skutocne
klasifikuje prezentovani vzorku. To sa deje porovnanim podobnosti vek-
torov Fy a F.

Ak sa zisti, ze zhoda vektorov Iy a I} je dostatocne velka, nasle-
duje tiprava vah medzi vrstvami F; a F,. Vahy liniek smerujtcich do
F; sa nastavia tak, aby bola pri opakovanej prezentacii danej vzorky
vitazné trieda zvolend priamo. Dolesmerujtce linky sa nastavia na rov-
naké hodnoty, aké maju aktivacie neurénov vo vrstve Fj. To znamena,
ze do tychto vah sa ulozi vzorka tvoriaca prienik medzi aktualnou vzor-
kou a povodnym klasifikaénym kdédom vifaznej triedy.

V pripade, ze podobnost vektorov Fy a F| nie je dostatocnd, akti-
vuje sa Reset , ktory sposobi zmrazenie aktudlneho vitaza na zvysSok
prezentacie, ¢o znamena, ze jeho vystupna hodnota ostane az do jej
konca nulové. Tym sa sief dostala do stavu zhodného s pociatoénym a
cely cyklus sa opakuje aktivaciou neurénu Zisk! , skopirovanim vstupu
do porovnavacej vrstvy atd., az kym sa nenajde zodpovedajica klasifi-
kac¢na trieda, ktora vygeneruje dostatocne podobny porovnavaci vektor
I, alebo kym sa neodsktsaji vsetky mozné triedy, a ani jedna z nich
nesplni kritérium podobnosti, ¢o znamena, ze k dispozicii nie je dosta-
tocné mnozstvo tried.

Strucne sa algoritmus u¢enia ART1 d4 zhrnut do tychto bodov:

1. prezentacia novej vzorky
2. néajdenie vitaza vo vrstve Iy
3. otestovanie navrhovaného vifaza vo vrstve I}

4. v pripade, zZe test zlyhal a vo vrstve Fj, st este neotestované ne-
urény, zmrazenie vitaza a prechod na bod 2, inak koniec

5. adaptacia vah medzi vrstvami F; a F5

3.1.4 Teoria sieti ART1

Zo slovného popisu dynamiky vyplyvaja pre aktivaciu jednotlivych vrs-
tiev neurénov tieto vztahy:
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e Neurdny vo vrstve I} sa spravaju podla Pravidla 2/3 , ¢o sa da
zapisaf:

M

1 aklﬁ—gl—l— Zijji > 1—|—U~),
j=1

0 inak,

(3.1)

€T; =

kde I; je vstup Fy — Fi, g1 je vystupna hodnota neurénu Zisk1
a Y yjw; je suma vystupnych hodnoét y; vo vrstve F, vazena
trénovatelnymi vahami wj;. @ je konsStanta z intervalu

O<w <1 (3.2)

e Neurén Ziskl sa aktivuje podla nasledovného pravidla:

P s <
91:{ 1oak Y, 1> 0a ¥y <0, (3.3)

0 inak,

to znamend, Ze k tomu aby bolo ¢g; aktivne, musia byt vSetky
neurény vo vrstve Fy neaktivne a na vstupe musi byt nenulova
hodnota.

Takze, ak je Fy neaktivne, rovnica (3.1) sa redukuje na:

i:{ 1 ak I; =1, (3.4)

0 inak,

Inak je aktivny prave jeden neurén y; vo vrstve F,. Vtedy sa
rovnica (3.1) zmeni na:

1 ak I, =1lawy >z,

Zi _{ 0 inak, (3.5)

e Pre definiciu aktivacie neurénov vo vrstve F, sa zavadza pre-
menna 71’7, ktora udava vstup zo siete do j-tého neurénu, takto:

N
21 TiWij

_— 3.6
o+ Zi\il wij ( )

j =
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kde w;; st vahy I3 — Fj. Potom, za predpokladu, Ze existuje
také j, ze T; > 0, ako vitazna bude zvolena trieda J, pre ktort
plati:

T; = max {T;} (3.7)

Takto by sa mohlo stat, Ze zaroven niekolko neurénov vo vrstve
F5 nadobudne rovnakii maximélnu hodnotu:

TJl = TJ2 == TJk = 1%2)](\/[{7}}’

¢o by znamenalo nejednoznac¢ného vitaza a nasledujici postup
by sa znac¢ne skomplikoval. Preto sa vzdy uvazuje, ze vifaz je
jednoznac¢ny, a to ten s najmensim indexom.

e Neurén Zisk2 mé funkciu analogickti s neurénom Ziskl , a to
blokovat vSetky neurdny vo vrstve Fy. V priebehu ucenia ART1
je dolezité, aby bola tato podmienka platna iba pri prezentacii
novej vzorky, takze neurén Zisk2 sa aktivuje prave len v tomto
momente.

Predtym, nez buda popisané pravidla pre ucenie, si definujeme vyznam
oznacenia, ktoré je dalej pouzivané. Ak a je binarny vektor s L zlozkami,
¢ize a = (ay,as,...,ar), potom norma tohoto vektora je definovana
nasledovne:

L
al = ai, (3:8)
i=1

¢o znadi, ze |a| udava pocet jednotiek vo vektore a. Dalej si definujeme
prientk dvoch vektorov a a b ako vektor ¢ = a N b, kde

a na zaver pojem podmnoiny vektora ako
aCbeanb=a. (3.10)

Potom pre ucenie plati:
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e Vihy F, — F| sa menia podla pravidiel, ktoré boli uvedené uz
v predoslej casti tejto kapitoly. Teraz ich rozsirime len o matema-
ticky popis. Pri inicializacii sa vahy vsetkych tychto liniek nasta-
via na ich maximalnu hodnotu, tzn.:

w;(0)=1 V1<j<M1<i<N. (3.11)

Uprava vah nastéava vzdy az potom ¢o bol uréeny vitaz y; vo
vrstve F3 a menia sa iba vahy liniek veducich z tohto neurdnu.
Formulovat to moZeme takto:

dwij

o7 =i (zi —wi(t — 1)), (3.12)

z ¢oho vyplyva, Ze zmena sa deje prvykrat iba ak dana linka
vychadza z vifazného neurénu a druhykrat iba ak existuje rozdiel
medzi predtym nastavenou vahou linky a terajsiou aktivaciou -
tého neurénu z;. A kedZe nemdze nastaf pripad, ze x; = 1 a
zarovenl wy; = 0, véha wy; sa bud nemeni, alebo sa meni z 1 na
0, ¢im sa zabezpecuje stabilita systému. Zmenu vahového vektora
vitazného neurénu potom mozeme zapisat:

(3.13)

ov I N@$*  ak y; uz niekedy vyhral,
N Y ak y; vyhral prvykrat

e Véahy F) — F, maju dolezitej$iu tlohu, pretoZe sa musia staraft
aj o to, aby sa nové triedy vytvarali systematicky, t.j. aby sa
nepreskakovali niektoré nepouzité neurdny, a tiez aby sa vzdy
najprv otestovali uz pouzité neurény a az potom, co sa tieto ukazu
ako nezodpovedajice kritéridm, pouzije sa novy neurén. Toto je
zabezpecené inicializaciou vah, pre ktoré plati:

wi;(0)=ca; VI<j<M1<i<N (3.14)
kde

O<ay <ay_1<.. (315)

<o < ——r
1_5+N
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Samotna tprava vah je totozna s tpravou vah F, — Fi az na to,
Ze tu si nové vahy este normované na hodnotu mensiu ako 1, ¢ize

_nOU: f @wjtar
T B+ Ny

(3.16)

kde 3 je bezvyznamne mala hodnota.

e Ako posledny je popisany test hypotézy, tzn. overenie ¢i vifazna
kategdria urcena rovnicami (3.1), (3.7) je uspokojiva z hladiska
parametra podobnosti p (vigilance parameter). Neurén Reset sa
aktivuje, ak plati

Reset < |]|?|ZJ| <p (3.17)
V pripade, ze podmienka neplati, algoritmus sa dostava do po-
slednej fazy-tipravy vah, popisanej rovnicami (3.13) a (3.16). Ak
podmienka plati, vysle sa signal reset, ktory zmrazi aktualného
vitaza y;, nasledkom ¢oho sa zase aktivuje neurén Ziskl a cely
cyklus sa opakuje.

7 poslednej rovnice vyplyva délezité pravidlo urcujice, aké hod-
noty parametra p volime. Ak dame p < 0, reset nenastane nikdy,
¢ize vSetky vzorky su klasifikované do tej istej triedy. Na druhe;j
strane pre p = 1 kazdej odlisnej vzorke bude vytvorena nova kate-
goria. Ak by p nadobudlo hodnotu véé¢siu ako jedna, reset nastane
v kazdom pripade, ¢o spésobi zmrazenie siete, a to je nekorektné
spravanie.
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Modularne neuronové siete

Je zrejme, Ze ucenie je z hladiska svojej dlzky a presnosti zlozity pro-
ces, ktory narasta so zlozitostou rieSeného problému. Preto ak je mozné
rozdelit celkovt tlohu na rad podiloh, tak je vhodné pouzif tzv. mo-
dularne neurénové siete MNN. Prikladom moze byt napr. problém
aproximécie funkcie vyjadrenej vzfahom (4.1), pre ktord je mozné vy-
tvorit sief s dvoma modulmi, ktoré st naucené prislusnym castiam tejto
funkcie.

{x ak x> 0 (4.1)

flz) = —x akz < 0

Vseobecna definicia MNN moze byt nasledovné:

Neurdnové siete sa nazyvaju modularne, ak samotné vy-
podéty v NN je mozné dekomponovat do 2 alebo viacerych
modulov (subsystémov), ktoré moézu fungovat bez vzajomnej
komunikacie. Vystupy z tychto modulov st vstupnymi sig-
nalmi do integrujiiceho branového modulu, ktory méze mat
nasledovné funkcie:

e rozhodne, ktory z modulov sa bude uéit — ktorymi tré-
novacimi vzorkami

e rozhodne, ako budi kombinované vstupy na kone¢ny vy-
stup

Modularita je teda preto chapana ako proces spracovania v zmysle
metddy

rozdeluj a panuj!

— 31—
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Vyhody MNN by sme mohli zhrnat do tychto bodov:
1. rychlost ucenia na svojich datach

2. variabilita ucenia, teda kazdy subsystém moze mat svoje vlastné
adaptacné pravidla

3. schopnost riesit komplikované problémy efektivnejsie ako jedno-
duché NN

Pri MNN pozname dva zékladne subsystémy a to:
e expertné siete — EN (expert networks)
e branové siete — GIN (gating networks)

kazda z tychto sieti mé svoj vlastny adaptacny mechanizmus.
V modularnej architekttre sa spajaju prvky kontrolovaného a ne-
kontrolovaného ucenia.

e Kontrolované ucenie je charakterizované tym, ze kazda uciaca
vzorka sa skladd z dvoch c¢asti: vstupu a k nemu prisluchajticeho
vystupu.

e Nekontrolované ucenie je charakterizované modulmi, ktoré medzi
sebou "sutazia” o moznost produkovania spravneho vystupu. O
tom, ktory modul sa bude ucit jednotlivé vstupné vzorky teda
nerozhoduje externy ucitel, ale schopnost jednotlivych modulov
produkovat vystup, ktory je najblizsie k pozadovanému.

Pocas ucenia sa uplatniuje efekt kladnej spdtnej vdzby. Modul, ktory
”odpovedal” najlepSie na dany vstup, prijima najvic¢sie mnozstvo ucia-
cej informacie v etape upravy hodnét vah. Moduly, ktoré produkovali
horsie vysledky, prijimaji mensie mnozstvo uciacej informacie. Kazdy
modul prijima také mnozstvo uciacej informacie, ktoré je imerné jeho
schopnosti uc¢enia. Brdnovy modul (gating module) plni tilohu klasifika-
tora nad celym definicnym oborom funkcie. Fzpertné moduly pracuja
ako aproximatory ¢iastkovych funkcii v jednotlivych castiach definic-
ného oboru. Vzajomnou konkurenciou sa po skonceni ucenia dosiahne
Specializacia jednotlivych expertnych modulov na jednotlivé casti defi-
ni¢ného oboru aproximovanej funkcie.
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Modul 1 ﬂ

Modul 2 = B

VY

e — 2

8| 8

_> Branovy modul

Obr. 4.1: Zakladna blokova schéma modularnej neurénovej siete pozos-
tavajucej z K expertnych modulov a jedného branového modulu.

[\S}
R

4.1 Struktira modularnej siete

Blokova struktura zakladného modelu modulérnej neurénovej siete je
zobrazena na Obr. 4.1. Sief pozostava z K expertnych modulov a jed-
ného branového modulu. VsSetky moduly st zlozené z jednej skrytej
vrstvy. Medzi vstupnou vrstvou a vrstvami jednotlivych modulov st
prepojenia typu ,full connection®. Nech st vstupné vzorky reprezento-
vané vstupnym vektorom x s rozmerom p a vystupnym vektorom d s
rozmerom ¢. Expertné moduly obsahuji ¢ neurénov, branova siet ob-
sahuje K neurénov. Kazdému expertnému modulu prislicha jeden ne-
urén branového modulu. Vstupny vektor x je zo vstupu privedeny do
vSetkych modulov naraz. Kazdy expertny modul produkuje vystupny
vektor y;, ktory ma g prvkov. Branovy modul produkuje vektor g s K
prvkami. Nech g¢; je vystupnd hodnota i-teho neurénu branového mo-
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dulu. Celkovy vystupny vektor y sa vypocita ako stcet vystupov jed-
notlivych expertnych modulov y; nasobenych prislusnymi hodnotami

G;-
K
Y= 4y (4.2)
1=1

Druh tlohy, pre ktory je urcené pouzitie siete urcuje typ aktivacnej
funkcie neurénov v expertnych sietach. Pre potreby regresie st urcené
linearne aktivacné funkcie, pre potreby klasifikdcie si uréené nelinearne
neurény so sigmoidalnou aktiva¢nou funkciou. Zatial bude vyklad veno-
vany opisu Struktury siete urcenej pre regresné ulohy. Vystupy jednot-
livych expertnych modulov st zhodné s aktivacnymi hodnotami neurd-
nov v tychto moduloch a ich hodnoty vysledkom nésobenia vstupného
vektora x vektormi vah w; prislichajucich k jednotlivym modulom

yi =x"w; (4.3)

Aktivacna funkcia neurénov branového modulu je tiez linearna. Vektor
v je vektor vah branovej siete. Vektor aktivacnych hodnot a sa vypocita
podla vztahu

a=x"v (4.4)

KedZe pri tvorbe zakladného modelu bol zvoleny Statisticky pristup !,
vystupné hodnoty g; neurénov branovej siete si potom upravené tak,
aby nadobtdali hodnoty z intervalu (0,1) a ich stcet bol rovny jed-
nej. Tato poziadavka je zabezpecena vystupnou funkciou typu softmaz
tvaru

g = ) (4.5)

Z Zfzz exp(a;)

'Podobnti tématiku sa zaoberali Szymanski a Lemmon z informaéno-teoretického
hladiska.
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Pouzitie funkcie softmax v tomto pripade dovoluje interpretovat hod-
noty ¢; ako pravdepodobnosti. Hodnota g; tak urcuje apriérnu pravde-
podobnost, Ze i-ty modul generoval aktualnu uciacu vzorku.

4.2 Pravdepodobnostna funkcia

Neurénovu siet mozno chépaf aj ako prostriedok pre Statistické mo-
delovanie a predikciu. Z tohto hladiska je ¢innost naudenej neurénove;
siete tispesnéa, ak modeluje proces, pomocou ktorého boli uciace vzorky
generované. Velkost chyby v procese ucenia preto nemdze byt postacu-
jucim ukazovatelom kvality naucenia siete.

Najvseobecnejsi a kompletny popis vzoriek uciacej mnoziny je mozny
podTa funkcie rozdelenia ich pravdepodobnosti p(x, d) [21]. Cielom ucia-
ceho algoritmu aplikovaného na danti architektiru je modelovanie prav-
depodobnostného rozdelenia mnoziny uciacich vzoriek {x,d} alebo a]
maximalizacia funkcie rozdelenia pravdepodobnosti [ = p(x,d). Podla
[21] moZe byt maximalizacia logaritmickej pravdepodobnostnej funkcie
[ interpretovana ako minimalizacia chybovej funkcie J doprednej siete

J=—In I (4.6)

Ak p(x) predstavuje nepodmienent pravdepodobnost vstupu a p(d|x)
je podmienené pravdepodobnost vystupu, ktord je podmienend vstup-
nym vektorom x, potom sa funkcia rozdelenia pravdepodobnosti vypo-
¢ita ako sucin hodnot tychto dvoch pravdepodobnosti

p(x,d) =In p(dx)p(x) (4.7)

Pri dalsom odvodzovani uciaceho algoritmu je vyhodnejsie pracovat s
prirodzenym logaritmom vyrazu (4.7). Je tak mozné urobit, pretoze
funkcia logaritmus je monoténne rastica na celom definicnom obore.
Logaritmickd pravdepodobnostna funkcia je definovana nasledovne:
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1(0) =In p(d]x)p(x) (4.8)

Hodnota pravdepodobnostnej funkcie zavisi od mnoziny hodnot vol-
nych parametrov siete 6. Typ podmienenej pravdepodobnosti p(d|x)
zavisi od typu tlohy, pre ktory je modularna sief urcena.

e Regresia: Uciace idaje su spojité z oboru realnych hodnét. Roz-
delenie pravdepodobnosti vystupnych hodnot je mozné opisat po-
mocou Gaussovho rozdelenia pravdepodobnosti

1 1

p(dfx) = —— exp(—5(d—-y)"A7(d ~y) (4.9)
9o |A| ( 2 )

d - pozadovany vystupny vektor hodnot

y - vystupny vektor hodndt expertnej siete

A - matica kovariancii

q - pocet neurénov expertnej siete

o Klasifikacia: Vystupné hodnoty klasifikdtora nadobtuidaja diskrétne
hodnoty. Podla [21] je v takom pripade potrebné pre ich opis po-
uzit Bernoulliho rozdelenie pravdepodobnosti.

p(d]x) = (1 —yy)t (4.10)

1 ::]@

d; - pozadovana vystupna hodnota i-teho neurénu expertnej siete
y; - vystupna hodnota ¢-teho neurénu expertnej siete

q - pocet neurénov expertnej siete

Za predpokladu, ze kovarian¢na matica A vo vyraze (4.9) je jednotkova,
je mozné hodnotu argumentu funkcie exp v Gaussovskom rozdeleni
pravdepodobnosti vypoditat ako Euklidovsk(i normu vektora.

) = o= exp(—51d - I) (4.11)
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Dosadenim vyrazu (4.11) do (4.7) pre vSetky K expertné siete sa ziska
vzorec pre vypocet celkovej podmienenej pravdepodobnosti.

p(dfx) = r Zgzexp(—fnd vil?) (4.12)

Dosadenim vyrazu (4.12) do (4.8) pri zanedbani konstanty —Inv/27 sa
ziska konecny tvar logaritmickej pravdepodobnostnej funkcie pre regre-
siu.

Ir(6) =1n Zglexp(—fHd Yz”) (4.13)

i1=1

Toto rozdelenie pravdepodobnosti je uvedené v [5] pod nédzvom Gaussov
zmesovy model. (Gaussian mixture model). Logaritmicka pravdepodob-
nostni funkciu pre klasifikdciu mozno vyjadrit podobne v tvare

K q
= In Z Hyzj (1 — ;)% (4.14)

Pravdepodobnostné funkcie (4.13) a (4.14) budua dalej zékladom pre
odvéadzanie uciacich algoritmov pre regresiu a klasifikaciu.

4.3 Udciaci algoritmus pre regresiu

Odvodenie uciaceho algoritmu je zalozené na metdde najstrmsieho vzo-
stupu hodnoty logaritmickej pravdepodobnostnej funkcie [z(6). Cielom
ucenia je maximalizacia hodnoty tejto funkcie.

Postup je analogicky metéde najstrmsieho zostupu hodnoty chybove;j
funkcie J(©®) doprednej siete. Jej velkost zavisi od matice ©, ktora
predstavuje mnozinu volnych parametrov doprednej siete. V procese
ucenia sa upravujui hodnoty prvkov matice ® tak, aby sa hodnota chy-
bovej funkcie J(©) zmensovala. Nové hodnoty prvkov matice © sa v
n-tom kroku uciaceho procesu vypocitaju podla vztahu
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On+1)=0(n)+ A0O(n) (4.15)

Hodnota A® sa v n-tom kroku vypocita podla vztahu

2J(©)

A0 =18

(4.16)

V modularnej architekttre opisanej v predoslej casti predstavuji mno-
Zinu volnych parametrov vektory vah w; expertnych modulov a v bra-
nového modulu. Od ich hodnét zévisi velkost logaritmickej pravdepo-
dobnostnej funkcie [(6).

4.3.1 Uprava vah expertnych modulov

Modularna sief podla schémy na Obr. 4.1 pozostava z K expertnych
modulov a jedného branového modulu. Kazdy expertny modul obsahuje
jednu vrstvu pozostavajicu z ¢ linearnych neurénov. Ich vystupné hod-
noty tvoria vektor vystupnych hodnét y; i-teho modulu (i = 1 ... K).
Hodnoty vystupného vektora uréené podla vztahu (4.3) zavisia od ma-
tice vektorov hodnot vah w;. Prvok w;; tejto matice predstavuje vek-
tor vah prislichajuci j-temu neurénu i-teho expertného modulu. Nové
hodnoty tohto vektora sa v n-tom kroku uciaceho procesu vypocitaju
analogicky ako vo vzfahoch (4.15) a (4.16).

o alR(WU)
Aw; = Viﬁwij (4.18)

Rozdiel oproti metéde najstrmsieho zostupu chybovej funkcie je v zna-
mienku na pravej strane vyrazu (4.18). Cielom pri metéde najstrmsieho
vzostupu pravdepodobnostnej funkcie je zvicsovanie jej hodnoty.
Derivaciu funkcie [ podla w;; mozno podla pravidla zretazenia prepi-
sat do tvaru
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8[3 o alR ay,-j

= 4.1
8sz 8yij 8sz ( 9)

Vypocet zlozitej derivacie sa rozdelil na vypocet dvoch jednoduchsich.
Derivacia [y podla y;; sa vypocita nasledovne

Olg
= hi(d; — yi: 4.2
= il — ) (4.20)

Yi; - vystupna hodnota j-teho neurdnu i-tej expertnej siete.

d; - pozadovana hodnota j-teho prvku celkového vystupného vektora

d

h; - aposteriérna pravdepodobnost, Ze i-ty expertny modul generuje
pozadovany vystupny vektor d. Jej hodnota je danéd vztahom

g9; exp(—3[|d —yi||?)

hi = (4.21)
Siss g exp(—5lld = ;)
Zo vztahu (4.21) vyplyva, Ze vietky h;_x spliiaji podmienky
hie (0,1) (4.22)

K
> ohi=1
1=1

KedZe aktivacné aj vystupné funkcie neurénov v expertnych moduloch
st linearne, hodnota y;; sa podla vzfahu (4.3) vypocita nasledovne

iy =X Wy (4.23)
Derivaciou vyrazu (4.23) podla w;; sa ziska druha cast vyrazu (4.19).

05 _ (4.24)

aWZ‘j
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Dosadenim (4.20) a (4.24) do (4.19) a dosadenim do (4.18) sa ziska
vzorec pre vypocet hodnoty Aw;;

AW,L'j = "}/hl(dj — yij)x (425)

kde ~ predstavuje velkost udiaceho parametra. Vysledny vzorec pre
vypocet novej hodnoty vektora vah w;;, ktory prislicha j-temu neurénu
i-teho expertného modulu ma tvar

Wiy (n+1) = wy(n) + vhi(n)(d;(n) = yy(n))x (4.26)

4.3.2 Uprava vah branového modulu

Branovy modul obsahuje K nelinearnych neurénov s vystupnou funkciu
typu softmax. Vypocet hodnot g; je definovany vztahom (4.5), ktorého
dosadenim do (4.13) je urcené vyjadrenie pravdepodobnostnej funkcie
pomocou vektora vah branového modulu v

Ir(0) =In ) exp(q;)- exp(—i”d — y,—||2) — In ) exp(q;) (4.27)

i—1 j=1

Hodnoty a; g st vystupnymi hodnotami neurénov branového modulu,
ktoré sa vypocitaju podla vztahu (4.4).

Dalsi postup odvodenia tipravy hodnét vektora véh v je analogicky po-
stupu odvodenia upravy vah pre expertné moduly. Rozdiel je v pocte a
type neurénov branového modulu. Expertné moduly obsahovali ¢ line-
arnych neurénov. Branovy modul obsahuje K nelinearnych neurénov.
Nové hodnoty vektora vah v;, ktory prislicha i-temu neurénu sa urcia
nasledovne

vi(n+1) = v;(n) + Av;(n) (4.28)
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alR<Vi)

Avi=7 ov;

(4.29)

Uciaci parameter v branovej siete moze byt zhodny s uc¢iacim paramet-
rom pre expertné siete. Parcialnu derivaciu pravdepodobnostnej funkcie
je mozné znova rozpisat pomocou pravidla zretazenia.

ENR . 813 8@1»
8VZ‘ N 8ai aVi

(4.30)

Derivéacia pravdepodobnostnej funkcie podla a; vyjadrend pre i-ty ne-
urén branovej siete ma tvar

Jlr
(‘%LZ-

=h; — g; (4.31)

Derivacia a; podla vektora vah prislichajiceho i-temu neurénu brano-
vej siete ma tvar

(9(%
Gy =X (4.32)

Dosadenim (4.31) a (4.32) do (4.30) a naslednym dosadenim do (4.28)
sa ziska vzorec pre vypocet hodnoty Av;

Av; =7(h — gi)x (4.33)

Vysledny vzorec pre vypocet novej hodnoty vektora vah prislichaja-
ceho 7-temu neurénu branového modulu ma tvar

vi(n+1) = vi(n) +v(hi(n) — gi(n))x (4.34)
Zhrnutie uciaceho algoritmu pre regresiu:

1. Inicializacia.
Hodnoty vsetkych vah celej siete sa nastavia na nahodnt hodnotu
z malého intervalu, napr. (—1,1).
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2. Uprava vdh.
Uprava vah sa uskutociiuje v N cykloch. V kazdom cykle sa, pri-
vedll na vstup a vystup siete vSetky vzorky trénovacej mnoziny.
Kazda vzorka je reprezentovana dvojicou {x,d}. Pre jednotlivé
indexy plati:
n € (0,1,2,...,N)
i€ (L,2,...,K)

je (1,2,...,q)

(a)

gi(n) exp(—3/d — yi(n)|*)

M TS ) e~ 31—y, (0P

wij(n+1) = wi(n) + vhi(n)(d;j(n) — yi5(n)) x

vi(n +1) = vi(n) +v(hi(n) — g:(n)) x
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4.4 Udciaci algoritmus pre klasifikaciu

Vystupné hodnoty klasifikatora nadobudaju diskrétne hodnoty. Ich po-

pis je mozny pomocou Bernoulliho rozdelenia pravdepodobnosti. Prav-

depodobnostnu funkciu Ik (#) potom mozno vyjadrit podla vztahu (4.14).
Neurény v expertnych a branovom module nie st linedrne. Vystupna

hodnota j-teho neurénu ¢-teho experného modulu je urcend sigmoidal-

nou funkciou

1
1+ exp(—xTwy)

Yij (4.35)

Podobne je urcena aj aktivacna hodnota i-teho neurénu branového mo-
dulu

1
T Tt ew(—x7v))

(4.36)

a;

Vystupné hodnoty g; neurénov branového modulu st urcéené nelineari-
tou typu softmax, ale bez funkcie exp

a;
5K o (4.37)

Hodnoty y;; a g; spliiaji nasledujice podmienky:
Yij, 9i € (0,1) (4.38)

q
T v e (0,1)
j=1

Podla tychto ohrani¢eni sa interpretuje ¢innost branového modulu ako
klasifikacia nad celym defini¢énjm oborom aproximovanej funkcie. Takto
sa vstupny priestor vzoriek rozdeli na viacej oblasti. Cinnost expertnych
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modulov sa interpretuje ako klasifikacia vo vnutri jednotlivych oblasti
vstupného priestoru vzoriek. Na tomto mieste je potrebné podotknit,
ze vystupné vektory uciacich vzoriek st kédované podla pravidla 1-z-T'.
Ak aktualna uciaca vzorka patri do triedy ¢, vystupny vektor potom
obsahuje jednu jednotku na pozicii t a zvysné prvky vektora st nulové.
Hodnota ¢; sa interpretuje ako pravdepodobnost, Ze i-ty expertny mo-
dul generoval aktualnu uciacu vzorku. Hodnota y;; sa interpretuje ako
pravdepodobnost, Ze i-ty modul klasifikuje aktualnu vzorku do triedy
j.

Dalsi postup odvodenia u¢iaceho algoritmu je analogicky postupu pre
odvodenie uc¢iaceho algoritmu pre regresiu. Rozdiel je pri vypocte apos-
teriérnych pravdepodobnosti h; pre potreby klasifikicie. 2

1719 dik 1 — . )1 die
h;l‘ — g’L HkZI yzk ( ylk) (439)

d -
szz 9 Ty y (1 — )t~

Derivécie y;; a a; podla vektorov vah, ktoré k nim prislichaju, st tvaru

DYij exp(—xTwy;)
= 4.4
ow;; (14 exp(—xTwy))? x (4.40)
: _xTy.
da; _ exp(—x"v;) N (4.41)

ovi (1 +exp(—xTv,))?

Vztahy pre tpravu hodnodt vah expertnych a branového modulu
st podobné vztahom (4.26) a (4.34). Zhrnutie uciaceho algoritmu pre
klasifikaciu:

1. Inicializacia.
Hodnoty vSetkych vah celej siete sa nastavia na ndhodnt hodnotu
z malého intervalu napr. (—1,1).

2. Uprava vdh.
Uprava vah sa uskutoctiuje v N cykloch. V kazdom cykle sa pri-

2Pri programovej realizacii tohto algoritmu sa vypocet aposteriérnej pravde-
podobnosti expertného modulu nepocita ako sacin hodnoét vystupnych neurénov
umocnenych na pozadovani hodnotu. Experimenty ukézali, Ze je vyhodnejsie pou-
zit ich priemernt hodnotu.
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vedll na vstup a vystup siete vsetky vzorky trénovacej mnoziny.
Kazd4 vzorka je reprezentovana dvojicou {x,d}.

(a)

ai(n) =17 eXp(—leVz‘(n))
gi(n) = %
(b)
yii(n) :

T 1+ exp(—xTw(n))

gl(n) HZ:] yzdl;k(l - yik)l_d“"(’n,)
ZJKZI g](n) H}%:] yjkk<1 — yjk)l df’“(n)

exp(—xTwij)

Wi (n+1) = wy(n)+yhi(n)(d(n) =y, (n)) (1 + exp(—xTwy))?

(e)

v+ 1) = i) )~ () e X x

4.5 EM algoritmus

Pouzitie modularnej architektiry predpoklada zvladnutie problému roz-
delenia jednotlivych uciacich vzoriek medzi expertné moduly a sformo-
vanie celkového vystupu. Algoritmus Fzpectation Maximisation - EM
je alternativnym riesenim tohto problému k uz uvedenému sposobu me-
tédou najstrmsieho vzostupu pravdepodobnostnej funkcie.
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EM algoritmus vznikol v roku 1977 a bol povodne vyuzivany pre ne-
kontrolované ucenie v kontexte zhlukovania. Velmi rozsirené je jeho
pouzitie v oblasti matematiky. Pouzitie pre kontrolované ucenie spolu s
moduldrnou architektirou uvadzaju Jacobs a Jordan v [8]. Ide o tipravu
volnych parametrov siete za G¢elom maximalizicie pravdepodobnostne;
funkcie pomocou algoritmu EM.

Nech Z je mnozina binarnych vektorov z; s, pricom M je pocet vzo-
riek trénovacej mnoziny X'. Kazdy vektor mnoziny Z je K-prvkovy, pri-
com K je pocet expertnych modulov. Prvok z;; = 1 ak je i-ta vzorka ge-
nerovana j-tym expertnym modulom. Pridanim mnoziny Z k trénova-
cej mnozine X vznikne nova mnozina ). Takjymto rozsirenim trénovacej
mnoziny vznikne kompletnd pravdepodobnostna funkcia l-(0; )). Ak by
bola mnozina Z naozaj znama, optimalizacia kompletnej pravdepodob-
nostnej funkcie by bola jednoduch$ia. KedZe mnozZina Z je neznama,
EM algoritmus je rozdeleny na dve Casti. Najprv sa najde ocakavana
hodnota kompletnej pravdepodobnostnej funkcie. V druhom kroku sa
hladaji také hodnoty parametrov 6, ktoré zviacsuji jej hodnotu. E-krok:

Q(0,0,) = E[lc(6;Y)|X] (4.42)

M-krok:
0,11 = arg maxyQ(0,0,,) (4.43)

Jacobs a Jordan v [8] uvadzaju, Ze zvécSenim hodnoty kompletne;
pravdepodobnostnej funkcie sa dosiahne aj zvic¢senie hodnoty pévodnej
pravdepodobnostnej funkcie oproti predoslému kroku vypoctu. Kazda

.....

(Ba|X) > 1(0,]X) (4.44)

Hodnota pravdepodobnostnej funkcie /(#; X') sa monoténne zvicsuje
spolu s postupnostou odhadov parametrov 6, ktoré st generované EM
algoritmom. To je podla [8] pri¢inou konvergencie do lokdineho ma-
xima. Napriek vyhodam oproti metdde najstrmsieho vzostupu nie je
EM algoritmus odolny voci takejto neziadicej konvergencii. Konkrétna
implementécia pre tlohy klasifikicie je prevzata z [20]. Architektira
siete je zhodné s architektirou podla Obr. 4.1. VSetky siete maji v
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tomto pripade vystupnu funkciu typu softmax. Vystupna hodnota j-
teho neurénu i-tej expertnej siete je urcend vztahom

exp (XTW1j>
Si_exp (xTwy)

Yij = (4.45)

Podobne st uréené vystupné hodnoty a; neurénov branovej siete.

exp (x'vy)

a; =
E]K:] exp (xTv;)

(4.46)

Pre vsetky expertné moduly potom plati

f[ = (4.47)

Hodnota y;; sa mdZe interpretovat ako pravdepodobnost, Ze i-ty mo-
dul klasifikuje aktualnu uc¢iacu vzorku do triedy ¢. Waterhouse v [20]
uvadza, ze ak aktualna uciaca vzorka patri do triedy ¢, potom plati

pricom h; je aposteriérna pravdepodobnost, Ze i-ty expertny modul
klasifikuje aktualnu uciacu vzorku do triedy t. Zanedbavaju sa tym
hodnoty zvy$nych neurénov expertného modulu. Je tak mozné urobit,
ak st vystupné vektory uciacich vzoriek kédované podla pravidla 1-z-T.
Pre tipravu hodnot vektora vah, ktory prislicha j-temu neurénu i-teho
expertného modulu plati

wi(n+1)=wi(n)+

Ve f ~yy)x(m)  (4.49)

Pre tpravu hodnét vektora vah, ktory prislicha i-temu neurénu bra-
nového modulu plati

> hi(hi — a;)x(m) (4.50)

vi(n+1) = vi(n) + ST
m=1"" m=1
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Z uvedenych vztahov vyplyva, Ze Gprava hodnot vah sa vykonava iba
raz na konci kazdého uciaceho cyklu. Pri metéde najstrmsieho vzostupu
sa hodnoty vah upravuju pri prezentacii kazdej vzorky. Ucenie pomocou
EM algoritmu je preto z hladiska behu v redlnom c¢ase v porovnani
s touto metédou rychlejsie. Podla predpokladov by ucenie pomocou
EM algoritmu malo byt rychlejSie aj z hladiska poctu udiacich cyklov
potrebnych na dosiahnutie minimalnej chyby ucenia.
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Ucenie NN podla stavu
systému

V predchédzajucich kapitolach tohto dielu sme sa venovali, bud kon-
trolovanému alebo nekontrolovanej uceniu na RC NN. Ak pouzi-
vame NN na riadenie nejakého systému, tak v podstate nam ide v o
to, aby spravanie riadeného systému bolo podla stanovenych pozia-
daviek. Teda v takychto pripadoch vystup riadeného systému, by mal
ovplyviiovat samotnu ¢innost NN. Na takejto logike je zaloZené ude-
nie podla stavu riadeného systému v svetovej literatire oznaco-
vané ako reinforcement learning . Tieto metddy ucenia si vyzaduja
Specialnu topolégiu NN, ktora obsahuje dve subsiete. Z globalneho po-
hladu, nie je mozné vhodne kategorizovat tito metédu ucenia, a preto
sa jej venuje Specialna kapitola. Cela filozofia je postavené na odmene
alebo pokute!. Ak napriklad, chceme aby riadeny systém ostal v neja-
kej mnozine parametrov «, tak potom za pomoci tzv. reinforcement
signalu ”r” ktory nadobuda hodnoty

7’:{0 Vs € «a (5.1)

-1 inak

kde r = — 1 predstavuje signal pokuty.

5.1 Topologia NN
Cela topoldgia sa skladd z dvoch subsieti (vid Obr. 5.1) a to

Ltyp tlohy sa tiez nazjyva - credit assigment problem

49
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e Associative search network ASE? - tato ¢ast stanovuje vzfah me-
dzi vstupom a vystupom do systému. Do subsiete ASE vstupuju
vstupy, ktoré predstavuju stavovy vektor ”s” riadeného systému.

e Adaptive Critic Element ACE? - na zaklade vystupu zo systému,
stanovuje tzv. prediként hodnotu reinforcement parametra (7) v
Case (t + 1) na zaklade parametrov r(t) a r(t — 1).

Wcj (t)
o
- r(t)
> ACE -
—
A1)
_>
dekodér ASE | ——p| riadeny systém
_>

4

Obr. 5.1: Topoldgia NN urcend pre ucenie podla stavu riadeného sys-
tému

stavovy vektor riadenej siistavy

Samotné bloky ASE a ACE méZu prestavovat bud subsiet ale aj
samostny neurén. Okrem topoldgie na Obr. 5.1 je mozné, eSte pouzif
topolégiu, kde mame jednu subsiet, ktora predstavuje model riadeného

2pridruzens pre hladanie optiméalneho parametra riadenia
3zhodnocovacia subsiet, ktord vyhodnocuje vystup zo systému
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systému. Teda v kone¢nom désledku p6jde o riadenie pomocou modelu

6].

5.2 Adaptacné pravidlo pre ASE

Samotny blok ASE produkuje bindrne vystupy {0,1} a vstupom do
ASE je stavovy vektor ”s” riadeného systému. Teda vstup do ASE
mozeme vyjadrit ako

M
inSASE(t) = Zwijj(t) + 6)]' (5'2)
j=1

kde vSak hodnota prahu #; ma pravdepodobnostny charakter podla
norméalneho rozdelenia s nulovou strednou hodnotou. Aktiva¢né funkcia
vzhladom na to, Ze vystupné funkcia je jednotkova mé tvar :

{1 ak ing,., > 0

0 inak (5.3)

out ASE (t) =
. Samotné adaptacné pravidlo pre zmenu SV wj,, méa charakter Heb-
bovych SV, teda out(t)x(t) ale eSte predtym, je to prepocitané,cez tzv.
koeficient spolahlivosti es; a vdhované predikénym signalom 7. Teda

potom
Awg;(t) = ares;(t) (5.4)

kde potom

esj(t) = Pes;(t—1) + (1 — B)out(t)z;(t) (5.5)

kde (3 je zostupny pomer spolahlivosti. Stavovy vektor vstupuje do
ASE velmi ¢asto cez tzv. dekodér, ktory vybera z mnoZstva moznych
stavov len ten aktualny.

V praci [1] je dokdzanad konvergencia takéhoto adapta¢ného pra-
vidla.

5.3 Adaptacné pravidlo pre ACE

Subsiet ACE je taktieZ nazyvand ako hodnotiaca sief. Vstupom do
ACE je stavovy vektor riadenej sustavy a reinforcement signal "r”.
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Vystupom z ACE je tzv. predikcia ”1r” v tvare #*. Hlavnou tlohou
je teda vyprodukovat predikciu signdlu v tvare 7 na zéklade doposial
ziskanych sktisenosti. V podstate modzeme definovat hodnotiacu funkciu
na zaklade reinforcement signalov ”r” v tvare strednej hodnoty:

J(t) = E {th xir(k + 1)} (5.6)

k=0

kde x je tzv. pomerovy parameter zlavy® a je z intervalu (0,1). Z
toho mozeme odvodif tvar J(¢) v pripade korektného ucenia ako

J(t) = r(t—1) + xJ(t—1) (5.7)

a potom v konecnom dosledku moéze byt predikény signéal definovany
ako
r(t) = rt) + xJ(@t) — J(t—1) (5.8)

Ak budeme uvazovat pod hodnotiacou funkciou jednotlivé SV w;, tak
potom ich zmena bude maft prirastok Hebbovského typu

Auwlt) = V(0 (1) (5.9)
kde 7 je uciaci pomer a koeficient h;(t) ma tvar
hi(t) = Thj(t—1) + (1 — 7)x;(t—1) (5.10)

Teda samotny vzorec (5.9) predstavuje adapta¢ny mechanizmus SV
pre subsiet ACE.

Tato metoda ucenia na NN so Specializovanymi topoldgiami sa vo
velkej miere vyuziva a mé velké ambicie vyuzitia pri riadeni v redl-
nom case. Najcastejsim demonstrativnym prikladom je riadenie vozika
so vspriamenou ty¢ou upevnenou v otoénom kibe na pohybujiicom sa
voziku. Cielom je riadif vozik v redlnom case tak, aby ty¢ bola stéale
vzpriamend (vid Obr. 5.2).

4Niekedy sa taktiez nazyva tzv. heuristicky reinforcement signal
Sdiscount rate parameter
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Obr. 5.2: Riadeny systém
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5.4 Repetitorium ¢. 4

Tematické okruhy pre stadium

e 5. tutorial

AN

&

12.
13.
14.
15.
16.

Vysvetlite zakladnu topolégiu Hopfieldovej siete.
Aké st aplika¢né moznosti Hopfieldovej siete?
Strucne charakterizujte TSP problém.
Vysvetlite vyznam RC-modelu neurénu.

Vysvetlite zdkladny princip BP na RC sieti, vyznam x(o0)
a y(00).

Co predstavuje indexova funkcia &;; a ¢o §;.

. Charakterizujte postup ¢innosti BP na RC NN.

. Strucne popiste topologiu ART, je to kontrolované ucenie na

RC?

. Aké st zakladné kroky jej ¢innosti?
10.
11.

Aké existuji iné varianty ART-ucenia?

Popiste zakladné charakteristiky ucenia podla stavu systému
reinforcement learning.

Aké zakladné casti ma tato NN7 Aké maja funkcie?

Aké st adaptacné pravidla pre tato NN7

Charakterizujte moduldrne NN, aku stratégiu pouzivaja?
Aké st zakladné typy casti modularnych NN?
Charakterizujte jednoduchsiu a zlozitejsiu MNN.
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Z.aver

6.1 Strucné zhodnotenie zameru autorov

Cielom knihy bolo podat zékladne informécie z oblasti teoretickych za-
kladov neurénovych sieti. Vyklad by mal byt dostatoéne detailny na
to, aby ¢itatelia vnikli do problematiky NN natolko, aby mohli bud po-
kracovaf v $tadiu tedrie zakladov NN, alebo mohli tieto zéklady pouzit
pri aplika¢nych projektoch. Bola snaha o vyklad, ktory je blizky inzi-
nierskym disciplinam. Inspiraciou bola hlavne publikicia [5] vydand v
roku 1994, ktorad prezentuje inziniersky pristup k problematike NN.

Dominantnou ¢astou 1. dielu knihy st dopredné NN. Kontrolované
a nekontrolované ucenie na doprednych NN patri medzi zakladné prob-
lémy a ich pochopenie je pre celkové stidium NN velmi doélezité. Sme
nazoru, ze zvladnutie tejto ¢asti je nutné pre pochopenie dalsich prob-
lémov tedrie NN.

V druhom diele knihy je venovand pozornost rekurentnym NN a
kontrolovanému ako aj nekontrolovanému uceniu na tychto sietach. V
zavere knihy je naznacena problematika modularnych NN.

6.2 Informacie o NN na sieti Internet

Okrem literarnych zdrojov je mozné ziskat mnohé informécie na sieti
Internet. St to napr.:

e FAQ - Frequently Asked Questions o NN. najdete v slovenskom
jazyku na anonymnom servri neuron-ai.tuke.sk pod adresa-
rom /pub/FAQ/Slovak alebo v anglickom jazyku pod adresarom
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/pub/FAQ/English

e na USENETe existuje klub comp.ai.neural-nets v anglickom
jazyku alebo taktiez na USENET servri ccnews.ke.sanet.sk
existuje klub local.vyuka.neural.

e existuje Internetovsky diskusny klub
cs — neuro — fuzzy@ccsun.tuke.sk

na listproc@ccsun.tuke.sk, kde prebieha diskusia v sloven-
skom a ¢eskom jazyku. Prihlasit sa do klubu mozte ako do riad-
neho diskusného klubu siete Internet.

e existuje obrovske mnozstvo WEB stranok napr:

1. http://www.neuronet.ph.kcl.ac.uk/

o

http://www-xdiv.lanl.gov/XCM/neural/
neural_announcements.html

http://wwwl.cern.ch/NeuralNets/nnwInHepHard.html
http://ftp.funet.fi/pub/sci/neural/
http://www.emsl.pnl.gov:2080/docs/cie/neural/
http://www.cs.utexas.edu/users/nn/

http://engine.ieee.org/nnc/

N> oA W

http://www.informatik.uni-stuttgart.de/ipvr/bv/
projekte/snns/snns.html
6.3 Knihy a ¢asopisy o NN
Z Casopisov hodno spomentt niekolko a to :
1. Neural Networks
2. IEEE on Neural Networks
3. Application of Neural Networks
4. Neural Networks World
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5. Neural Computation

6. a dalsie.

6.4 Organizacia zaujemcov o NN na Slovensku

Na Slovensku existuje v rdmci Slovenskej Informatickej Spoloc-
nosti pracovna skupina zdujemcov o neurénové siete (Slovak Neural
Network Working Group (SNNWG)). Zaujemci sa moézu o aktivitach
tohto zdruZenia informovat na adrese snnwg@ccsun.tuke.sk. Kon-
taktni aktivisti tejto skupiny st uvedni v tabulke.

meno E-mail adresa
Prof. Vladimir Kvasnicka, DrSc. | kvasnic@cvt.stuba.sk
Dr. Cubica Benugkové, CSc. benus@dcs.elf.stuba.sk
Dr. Igor Farkas,CSc. umerfark@savba.savba.sk
Doc. Ing. Igor Mokris, CSc. mokris@valm.sk
Dr. Gabriela Andrejkova, CSc. | andrejk@kosice.upjs.sk
Ing. Peter Sinc¢ak, CSc. sincak@ccsun.tuke. sk

Samozrejme existuje eurépska ako aj svetova organizacia NN,
ktord poriada velké mnoZstvo roznych seminarov, sympézii a konfe-
rencii. Existuje aj Studentska organizacia NN vo svete. Tato je
sucastou svetovej organizacie a napomaha finanénou pomocou nada-
nym Studentom dostat sa na rézne zaujimavé akcie o NN.
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